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Dane w szkole

Zadanie 31.

Witasciciel pewnej apteki przeanalizowat dane dotyczace liczby obstugiwanych klientow
z 30 kolejnych dni. Przyymijmy, ze liczbe L obstugiwanych klientow n-tego dnia opisuje
funkcja

L(n) = —n®+22n+ 279

gdzie n Jjest liczbg naturalng spetniajgcg warunki n =1 1 n < 30.

Zadanie 31.1. (0-1)ccom?

Ocen prawdziwosc ponizszych stwierdzen. Wybierz P, jesli stwierdzenie jest
prawdziwe, albo F — jesli jest falszywe.

Y gczna liczba klientéw obstuzonych w czasie wszystkich analizowanych dni
jest rowna L(30).

W trzecim dniu analizowanego okresu obstuzono 336 klientow.




Dane w prawdziwym zyciu

przyktad: polisy ubezpieczeniowe
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Liczba
dozywa-
jacych

99591
99559
99535
99516
99501
99489
99478
99469
99460
99450
99440
99428

99377

Prawdo-
podobien-
Stwo Zgonu

[] [][]4[]

LLUUUE4
0,00019
0,00015
0,00012
0,00011
0,00010

LLUUU1U
0,00012
0,00014
0,00017
0,00021
0,00027

Liczba
Zmartych

Ludnosc
stacjonar-
na

00[32
99575
99547
00526
99509
99495
99484
99474
99465
99455
99445
99434
09422
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na

wdna

7341781
7242150
7142575
7043028
6943502
6843994
6744499
6645015
6545542
6446077
6346622
6247177
6147743
6048322
5948915
849528
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Problem klasyfikaci
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Problem klasyfikaci

CEL: przydzielenie etykiety do obiektu na podstawie kilku cech
opisujacych dany obiekt.

naiwny przyktad: jeshh ktos wazy 95 kg 1 mierzy 1.87 m to
spodziewamy si¢, ze jest to... me¢zczyzna.



Country

— Croatia
™ Serbia

rm Sweden

B Norway

m Lithuania

mm Poland

9 Ukraine
4= Finland
mu Latvia

™ Germany

B Dominica

B Belgium

Average height

1.81m
1.80 m
1.80 m
1.80 m
1.80m
1.80 m
1.80m
1.80m
1.80m
1.80m
1.80m
1.79 m

Average height

Female

Weight

1.67 m
1.68 m
1.67 m
1.66 m
1.67 m
1.65 m
1.66 m
1.66 m
1.68 m
1.66 m
1.67 m
1.64 m

75.3 kg
72.3 kg
69.9 kg
71.7 kg
74.2 kg
72.6 kg
74.3 kg
72.9 kg
74.5 kg
71.4 kg
82.4 kg
69.9 kg




Przyktady klasyfikacy (scikit.datasets)
. Ceainn nstall UserGuide APl Examples Communityl More

4. Inspection v world machine learning tasks.

5. Visualizations

6. Dataset transformations

7.1.1. Iris plants dataset

‘ 7. Dataset loading utilities

‘ 7.1. Toy datasets Data Set Characteristics:

7.2. Real world datasets
Number of Instances: 150 (50 in each of three classes)

73.G ted dataset . . . :
eherated datasets Number of Attributes: 4 numeric, predictive attributes and the class

7.4. Loading other datasets Attribute Information: e sepal length in cm

8. Computing with scikit-learn e sepal width in cm

9. Model persistence e petal length in cm

10. Common pitfalls and e petal width in cm

recommended practices
P class:

11. Dispatching o Iris-Setosa

12. Choosing the right estimator o Iris-Versicolour

13. External Resources, Videos and o Iris-Virginica




Przyktady klasyfikacy (scikit.datasets)
. eavin nstall User Guide APl Examples Community More

4. Inspection
5. Visualizations

6. Dataset transformations

‘ 7. Dataset loading utilities

‘ 7.1. Toy datasets
7.2. Real world datasets
7.3. Generated datasets
7.4. Loading other datasets
8. Computing with scikit-learn
9. Model persistence

10. Common pitfalls and

recommended practices
11. Dispatching
12. Choosing the right estimator

13. External Resources, Videos and

A

7.1.2. Diabetes dataset

Ten baseline variables, age, sex, body mass index, average blood pressure, and six blood
serum measurements were obtained for each of n = 442 diabetes patients, as well as the

response of interest, a quantitative measure of disease progression one year after baseline.
Data Set Characteristics:

Number of Instances: 442
Number of Attributes: First 10 columns are numeric predictive values

Target: Column 11 is a quantitative measure of disease progression one

year after baseline

Attribute Information: ¢ age age in years
* sex
e bmi body mass index
e bp average blood pressure

s1 tc, total serum cholesterol



Przyktady klasyfikacy (scikit.datasets)
. Ceainn 'nstall UserGuide APl Examples Community More ~

4. Inspection v

e 7.1.6. Breast cancer wisconsin (diagnostic)
6. Dataset transformations d ata Set

7. Dataset loading utilities o
Data Set Characteristics:

7.1. Toy datasets

7 2 Real world datasets Number of Instances: 569

Number of Attributes: 30 numeric, predictive attributes and the class
7.3. Generated datasets

Attribute Information: e radius (mean of distances from center to points on the

7.4. Loading other datasets :
perimeter)

8. Computing with scikit-learn texture (standard deviation of gray-scale values)

9. Model persistence perimeter

10. Common pitfalls and area

recommended practices S _
smoothness (local variation in radius lengths)

11. Dispatchin
g ? compactness (perimeter”2 / area - 1.0)

12. Choosing the right estimator _ _ _
concavity (severity of concave portions of the contour)

13. External Resources, Videos and

5 concave points (number of concave portions of the contour)
Talks

symmetry

fractal dimension (“coastline approximation” - 1)
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Wysoka pewnosc
czyl
niska entropia

= - (1*log2(1) + 0*log2(0)) = 0
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Algorytmy klasytikacyi: drzewa decyzyjne

Srednia pewnosc
czyl
srednia entropia

= -(0.75*10g2(0.75) +
0.25*%l0g2(0.25)) = 0.81
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Algorytmy klasytikacyi: drzewa decyzyjne

Niska pewnosc
czyl
wysoka entropia

= -(0.5*log2(0.5) +
0.5*log2(0.5)) =1
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Algorytmy klasytikacyi: drzewa decyzyjne

Srednia pewnosc
czyl
srednia entropia

= -(0.25*10g2(0.25) +
0.75*log2(0.75)) = 0.81
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Algorytmy klasytikacyi: drzewa decyzyjne

Wysoka pewnosc
czyl
niska entropia

= - (1*log2(1) + 0*log2(0)) = 0
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Algorytmy klasyfikacii: regresja logistyczna

Funkcja najwigckszej
wiarygodnosci:
jaki model najlepiej
przewiduje zaobserwowane
dane?
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Algorytmy klasyfikacii:
maszyna wektorow wspierajacych




Algorytmy klasyfikacii:
maszyna wektorow wspierajacych



Algorytmy klasyfikacji 1 siect neuronowe
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